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RESUMO
A teoria e prática de Data Science pode ser operacionalizada de diferentes maneiras, mas é a técnica de Data Mining uma das mais utilizadas atualmente pelas instituições pois permite descobrir e gerar conhecimento sobre as bases de dados que possuem. Mais que isso, esse enfoque de mineração de dados integrado a conhecimento de especialista pode promover o aprendizado de máquina que neste trabalho ajuda a Governança de TI para melhorar a Prestação de Contas. Para tal se utilizou uma base de dados constituída junto a quase seiscentas empresas com avaliação consolidada de maturidade de quatro dezenas de processos tecnológicos para uma análise didática de uso e aproximação dessa técnica ao contexto de gestão.
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DATA SCIENCE TO PROVIDE
INFORMATION TECHNOLOGY GOVERNANCE

ABSTRACT
Data Science theory and practice can be operationalized in different ways but is the Data Mining technique that is one of the most used by institutions today because it allows to discover and generate knowledge about the databases they have. More than that, this data mining approach integrated with expert knowledge can promote the machine learning that in this work helps IT Governance to improve Accountability. For this purpose, a data base was set up with almost six hundred companies with a consolidated maturity evaluation of four dozen technological processes for a didactic analysis of use and approximation of this technique to the management context.
Keywords: Accountability; IT governance; Data Science; Data Mining, Provide IT Governance



1. INTRODUÇÃO
A terminologia Data Science (DS) se incorporou rapidamente ao dia-a-dia de organizações e se confunde muitas vezes com o próprio Data Mining (DM). Conforme Provost e Fawcett (2016, pag. 2) DS é um conjunto de princípios fundamentais que norteiam a extração de conhecimento a partir de dados, enquanto que DM é a extração de conhecimento a partir deles por meio de tecnologias que incorporam esses princípios.  Assim, o processo de tomada de decisão efetivamente se dá em dados e não em instituição do decisor, porém de maneira que antecipe situação, antecipe o que vai ocorrer, que se possa prever o comportamento de consumo, de finanças e de diversos tipos de situações dentro da empresa (modelos preditivos que auxiliam o processo de decisão em segundos).
Data Science pode promover a Governança de TI (GTI), principalmente quando alcança os princípios de Governança Corporativa (GC) como Transparência, Redução de Riscos, Conformidade e Prestação de Contas. Esse trabalho se direciona à Prestação de Contas ou Accountability em que a análise preditiva de dados permite que promova a GTI e consequentemente a GC, convertendo-se assim em um ativo estratégico.
A promoção da Governança de TI pode ser ocorrer de diferentes maneiras no auxílio da GC mas é na maturidade dos processos tecnológicos que ela pode ser analisada em conjunto com outros processos como os relacionados ao planejamento de TI, contratação de terceiros para implantação de sistemas, riscos operacionais, segurança de sistemas e até performance dos funcionários na área tecnológica e de gestão. O framework da família Cobit em todas as suas versões atende bem a promoção da Governança de TI quando se posiciona que o estabelecimento estrutura de governança envolve estruturas, processos, funções e responsabilidades que asseguram variados investimentos convergentes com as estratégias e objetivos organizacionais.
Assim este trabalho formulou o seguinte problema de pesquisa: Como promover Governança de TI com uso intensivo da Data Science? Para responder esse problema de pesquisa se utilizou de enfoque de Ciência de Dados para promover a GTI usando Data Mining que, de maneira didática, se busca aproximar mais esse tipo de técnica ao contexto de gestão. O trabalho apresentado está estruturado da seguinte forma: em primeiro lugar, avança na revisão de literatura que trata da Governança de TI no contexto da Governança Corporativa; Em segundo lugar, expõe-se a metodologia que suporta a promoção da Governança de TI, passando a apresentar o processo de mineração de dados e as etapas específicas da investigação, para posteriormente aproximar os resultados do trabalho e finalizar com as conclusões.

2. REVISÃO DA LITERATURA
Para a revisão da literatura se contemplou temas relacionados à Data Science, Mineração de Dados, Governança Corporativa, Prestação de Contas e Avaliação de Processos Tecnológicos com CobiT.

Governança de TI à luz da Governança Corporativa
A Governança de TI (GTI) consiste em direitos de decisão e de matriz de responsabilidades para motivar comportamentos desejáveis no uso da TI, ampliando-se também para funções de supervisão, monitoramento, controle e direção das organizações (WEILL e ROSS, 2005; ITGI, 2003). Esta governança corporativa de TI pode ser estruturada através do Cobit (ISACA, 2018), o qual atende à todas as partes interessadas da organização.
Para entender a integração desta GTI com a GC, torna-se necessário contextualizar melhor o cenário em que atuam princípios ou requisitos de Transparência, Assimetria da Informação, Conflitos de Agência e Prestação de Contas. Do contrário, se a GTI não trabalhar para uma melhor gestão e governança da empresa ela se tornará limitada e assim dá razão à críticas de tecnologia por tecnologia, o que ocorre muito nas empresas proporcionando dessa maneira problemas que podem inclusive pôr em risco a sobrevivência das mesmas pois a cada dia a informação de qualidade é base de todo o conhecimento e inovação, está se tornando o ativo mais estratégico na informação.
Então, a GC e o aumento do uso de tecnologia global nos negócios exigem um aumento dos níveis de maturidades empresariais e para tal, processos tecnológicos permitem estabelecer uma relação direta entre qualidade da informação e aumento da transparência com redução de assimetria da informação (LEE, LEE e WANG, 2017; AKBAR; et al., 2016; ALHURAIBI, 2017) e possibilidade de redução de conflitos de agência (CAMPREGHER e LONGONI, 2017; OCDE, 2015), bem como foco deste trabalho uma melhor Prestação de Contas. Aumenta a credibilidade, a confiança, a responsabilidade e a previsibilidade da formulação de políticas organizacionais, facilitando o monitoramento dos stakeholders (SEIBERT e MACAGNAN, 2017; SHAMBAUGH e SHEN, 2018). 
A GC se formaliza de diferentes maneiras e customizações empresariais para atender seguir bem com as legislações específicas, conformidade legal mas também se formaliza pelo código das melhores práticas de GC do Instituto Brasileiro de Governança Corporativa (IBGC, 2009), derivado de OECD (2015) e que se torna bem mais relevante quando da adequada integração das bases de dados (GIRALDO, JIMÉNEZ e TABARES, 2017), mais ainda quando essas grandes bases de dados possam gerar conhecimento, melhores decisões e novos comportamentos de gestão que atendam ainda melhor a sociedade em geral.
A distância entre os interesses dos stakeholders e os da organização precisa ser gerenciada de maneira mais autônoma para que a empresa seja mais transparente e preste melhor suas contas com alcance a uma plenitude de melhores práticas em GC (BRANDES e DARAI, 2017; OXELHEIM, 2018), diminuindo assim a assimetria da informação, custos e riscos (SHAMBAUGH e SHEN, 2018) e consequentemente os conflitos de agência afetando positivamente a performance organizacional essa qualidade da informação (STOUTHUYSEN, SLABBINCK e ROODHOOFT, 2017) e a adição de valor à empresa (HIEBL, 2018).
A empresa opera fundamentalmente em sistemas de informações e tecnologias associadas e por isto a insistência que boas práticas de GTI podem aumentar as garantias de GC com seus conjuntos de princípios e práticas. Assim que, neste estudo, se focaliza nessas práticas e se converte as mesmas em um framework de avaliação de processos tecnológicos que converte metas organizacionais em metas de TI e logo metas corporativas. Isso se dá com o Cobit (ISO/IEC, 2018); De Haes e VAN GREMBERGEN, 2015) como GTI que totaliza se apresenta com metas corporativas integradas às metas de TI, processos e atividades os quais estabelecem indicadores (ISACA, 2012; CARVALHO, ROMÃO, FAROLEIRO, 2016) que controlam os princípios de GC e também de confidencialidade, integridade e disponibilidade da informação, requisitos estes coerentes com os princípios do Comitê dos Pronunciamentos Contábeis (CPC). 

3. METODOLOGIA NA PROMOÇÃO DA GOVERNANÇA DE TI
A metodologia utilizada no modelo computacional que avaliou a promoção da GTI em processos tecnológicos baseado em Cobit foi Data Mining e operacionalizando-se com a ferramenta computacional Weka de código aberto. Assim a mineração de dados permite identificar padrões, predizer situações (WAN et al., 2016) e realizar aprendizado de máquina entre outros recursos de igual robustez, combinando técnicas estatísticas, inteligência artificial e regras de negócios (FARAZZMANESH e HOSSEINI, 2017).
Cada um desses aspectos é avaliado de acordo com seu grau de maturidade em 6 níveis:
0 – Inexistente: Neste nível há uma absoluta falta do processo. A organização não tem conhecimento sobre as implicações que a falta do processo pode gerar.
1 – Inicial: Neste nível os processos são esporádicos e desorganizados, não existe documentação e controle alguma.
2 – Repetitivo, mas intuitivo: Neste nível os processos seguem um padrão de regularidade, com alta dependência do conhecimento dos indivíduos.
3 – Definido: Neste nível os procedimentos estão estabelecidos e são cumpridos. Inicio do uso de indicadores para controle.
4 – Gerenciado: Neste nível os processos estão integrados e alinhados. As metas e planos são baseados em dados e indicadores consistentes.
5 – Otimizado: Boas práticas são seguidas e automatizadas, com base em resultados de melhoria contínua.
A partir dessas variáveis que medem o grau de maturidade em 34 processos da organização, os níveis de TI foram classificados de acordo com 548 organizações para os 34 processos Cobit.  Como isso se construiu um modelo computacional e um enfoque matemático de descobrimento de conhecimento com métodos de Machine Learning e Data Mining (MITCHELL, 1997; MCCUE, 2007) puderam atuar para entender como se pode promover a Governança de TI em empresas. Ou seja, para exemplificar, se conheço como se conecta em forma de árvore de decisão os processos tecnológicos, posso melhorar meu nível de investimento em TI.
Prestação de contas ou responsabilizações em atos financeiros (NICOL, 2018) se agravaram nos últimos anos principalmente devido às crises econômicas e ao processo de legitimação governamental (KRAFT e WOLF, 2018) em que muitas vezes essa é direcionada nível mais operacional para justificar problemas de falhas de sistemas e de comportamentos éticos (NEI, FOSTER, NESS e NEI, 2018). 
Em Ferry e Murphy (2018) o tema de prestação de contas ou responsabilização se aliou à transparência no intuito de construir um sistema público democrático mais robusto, ou mesmo em Thomann, Hupe e Sager (2018) em que usando um enfoque de configuração foi possível aliar atuação institucional com inspeções de específico setor. Assim se proporciona uma cultura importante em saber o que realmente ocorre na empresa baseado em dados e no que os mesmos podem nos dizer aliado ao conhecimento de especialistas, uma cultura de self-accountability e self-regulatory (DHIMAN, SEM e BHARDWAJ, 2018) em padrões de liderança estratégica 24x7 que possam cada vez mais serem aliadas a uma boa gestão do conhecimento (NAJMI, KADIR e KADIR, 2018). 
Auditorias (ROMZEK e INGRAHAM, 2000) com responsabilizações baseadas em bases de dados que compõem as atividades institucionais são mais efetivas pois Data Mining pelo reconhecimento de padrões de comportamento de dados gerados por algoritmos (FAYYAD, SHAPIRO E PADHRAIC, 1996) e que pode também ser de maneira preditiva (TAN, STEINBACH e KUMAR, 2005), possibilitam incorporar modelos de inteligência artificial a fim de prever situações de maior prestação de contas e de menor risco institucional (BAJO et al., 2012) bem como melhorar efetivamente o processo decisório. 
Conforme Shmueli e Koppius (2011) o poder preditivo com precisão se refere à capacidade de um modelo de gerar cenários futuros observações que não foram incluídas na amostra original, porém com merecido cuidado no trato das diferenças entre informação e conhecimento dessa accountability corporativa (DU RIETZ, 2018) e proativa (ALOM, 2018) que gera também maior transparência, ética (ODONGO e WANG, 2018) e privacidade (PAYNE, LANDRY e DEAN, 2015). 
Prestação de Contas, responsabilização ou accountability então é requisito essencial de uma boa governança e a mesma somente é bem evidenciada quando os dados e informações refletirem adequadamente as atividades, gerando significativo conhecimento para as auditorias e para melhores decisões (SURYANI, SASMITA e PURNAWAN, 2015; GANTMAN e FEDOROWICZ, 2016), integrando dessa forma de maneira interdisciplinar evidências contábeis de bases de dados com enfoque de prestação de contas (ATKINS e MAROUN, 2018). 
Uma estrutura tecnológica e de análise ou avaliação de dados permite que se tenha um maior controle sobre as atividades da empresa, implementando processos, estruturas e mecanismos relacionados, conduzindo assim à comportamentos desejáveis de seus executivos, e que em consequência, se gere valor nas atividades e com percepção à sociedade. Conduzir a comportamentos desejáveis nesse enfoque é proporcionar avaliações ou auditorias futuras com predição (SHIRI, AMINI e RAFTAR, 2012) de ocorrências através de aquisição de conhecimento e aprendizado de máquina. 
Este trabalho implementado com software Weka e derivações modelaram regras caracterizadas com Data Mining (WITTEN e FRANK, 2005) em algoritmos em que uma pró-atividade (ALOM, 2018) em melhores adequações de accountability podem ser alcançadas numa aplicação de níveis consolidados de maturidade de processos tecnológicos, estes baseados em dados formados a partir de percepções de avaliações de diferentes profissionais integrados a uma avaliação de conhecimento com especialista em classificação de níveis de transparência. Logo essas avaliações são tratadas em conjunto considerando por exemplo técnicas de Árvores de Decisão (C4.5), Naive Bayes (VALLE,  VARAS e RUZ, 2012) Multi-layer Perceptron (MLP) e Lazy Learning k-NN (LÓPEZ DE MANTARAS E ARMENGOL, 1998; WU, KUMAR et al. 2008; CHOI et al., 2017).
Esse trabalho também contribui indiretamente para a para a redução comportamentos burocráticos em contextos empresariais (RYU, CHANG, 2017), (FILGUEIRAS, 2018, p. 73), aumentando a racionalidade e melhorando sua governança pois assim pode-se saber com maior exatidão em que processo tecnológico a instituição deverá investir com maior robustez. Uma governança deve se ajustar a comportamentos de gestores e também proporcionar que estes tenham um comportamento adequado ao que se espera de uma gestão sustentável. Também uma boa governança deve seguir leis para apresentar uma adequada gestão e prestação de contas em que o enfoque de design pode melhorar o processo de geração de accountability e até mesmo aprimorar o enfoque orçamentário (CUGANESAN, 2017) que é o antecedente à evidenciação de dados nas bases de instituições públicas, bem como também em bases de dados de instituições privadas. 

4. PROCESSO DE MINERAÇÃO DE DADOS
Conforme obra de Turban et al. (2008, 153-6) Data Mining (DM) é um termo usado para descrever a descoberta automática de informações em bancos de dados e seus algoritmos podem ser divididos em 4 categorias consolidadas: 
1 - Classificação
2 - Agrupamento 
3 - Associação 
4 - Descoberta de sequência 
Conforme Turban et al. (2009, pág. 155-6), Classificação ou Indução Supervisionada talvez seja a mais comum de todas as atividades de DM, pois o objetivo é analisar dados históricos e gerar automaticamente um modelo que possa prever comportamento futuro. Esse tipo de objetivo é de uma riqueza em gestão muito significativo pois pode-se aumentar a receita, reduzir custos, reduzir estoques (sistema lean manufacturing na produção) mas também mitigar riscos e antecipar aspectos de melhor prestação de contas. Se utiliza aqui algoritmos de Redes Neurais (cada nós da rede fazendo seus próprios cálculos, melhor denominado no algoritmo Multiplayer Perceptron), Árvores de Decisão (hierarquia de declarações se-então para dados categorizados e intervalares, melhor denominado com o Algoritmo C4.5 e Regras de Se-Então que necessariamente não precisam ter uma estrutura em árvore.
No Agrupamento o banco de dados é dividido em segmentos cujos membros compartilham qualidades semelhantes e as redes neurais podem ser utilizadas de maneira muito eficiente e cujo objetivo inclui uma otimização para criar grupos em que seus membros dentro de cada grupo tenham semelhança máxima, mas que os membros fora dos grupos tenham semelhança mínima. 
Na Associação se estabelecem relações entre itens que ocorrem juntos em um determinado registro em que se pode aumentar significativamente as vendas, mas também melhorar em muito a prestação de contas quando se associa itens para comprovar fraudes financeiras. Na Descoberta de sequência se identifica Associações em longo prazo analisando-se frequência com eventos e assim compreendendo o comportamento de compras para exemplificar.
Mineração de dados permite identificar padrões, predizer situações (WAN et al., 2016) e realizar aprendizado de máquina entre outros recursos de igual robustez combinando técnicas estatísticas, inteligência artificial e regras de negócios muito aplicadas no setor financeiro, de saúde e vendas (FARAZZMANESH e HOSSEINI, 2017). Assim, pode-se analisar rede B2B de valor de clientes, bem como em auditorias diversas, inclusive para avaliação de níveis de serviços gerados por instituto de pesquisa público coreano (CHOI et al., 2017) com o uso intensivo de random forest regression e mesmo aumentando garantias de privacidade de conduta em negócios online (PAYNE, LANDRY e DEAN, 2015).
Sendo assim esse tipo de modelagem permite gerar maior prestação de contas na empresa, maior prestação de contas com menores riscos em aplicações empresariais diversas e até mesmo no e-commerce tão difundido atualmente com aquisição de passagens aéreas automatizadas e reserva de hotéis por todo o mundo. 
Esses enfoques necessitam integrar muito bem dados como analisado em Giraldo, Jiménez e Tabares (2017) as relações de DM x Business Intelligence (WANG e WANG, 2008) x Data Warehouse, alcançando inclusive uma aprendizagem de máquina e geração de conhecimento (HEINRICHS e LIM, 2003) que conectam social networks (TRANDAFILI e BIBA, 2013).
O método DM se utiliza de algoritmos para extração de modelos dos dados, conhecimento e aprendizado de máquina e está fundamentado em Sistema de Apoio à Decisão (SAD) ou Decision Support System (DSS), sistema esse de apoio à resolução de problemas pouco ou não estruturados (KEEN e SCOTT-MORTON, 1978; SPRAGUE e CARLSON 1982; SPRAGUE e WATSON, 1989). 
Assim, DM é um método de extração de modelos de dados, geração de conhecimento e aprendizado automático de máquina  que permite prover o decisor de informações, conhecimento e também análise de diferentes alternativas considerando associações, agrupamentos e tendências (WITTEN e FRANK, 2005) devido a padrões não usuais destas bases de dados, encontrados em Data Wharehouse (DW) defendidas em Kimbal (1998) e Inmon (1997) ou também caracterizado como Big Data, normalmente não previstas em sistemas de informações gerenciais usuais. 
O enfoque Knowledge Discovery in Database (KDD) se aplica para análise inteligente através de avaliação automática ou semi-automática desses grandes repositórios de dados reforçando o objetivo de encontrar informações relevantes relacionadas a erros ou não conformidades, inclusive fraudes (WITTEN e FRANK, 2005). Também se avalia a qualidade de modelos construídos podendo ser avaliados por diferentes medidas de qualidade de conhecimento descoberto (HUANG e LING, 2005) em que se reduza não conformidades com melhores padrões de eficiência (MONEDERO et al., 2012). 
As etapas podem ser realizadas de acordo com Fayyad (1996) como segue:
· Seleção dos dados 
· Pré-processamento e limpeza dos dados 
· Transformação dos dados 
· Data Mining 
· Interpretação / Avaliação
Estas etapas estrão dentro de um ciclo de design com ênfase em gestão, ou seja, DM para Management. Segundo Sharma, Osei-Bryson e Kasper (2012), a descoberta de conhecimento através do método de Mineração de Dados é um processo de múltiplas fases que inclui:
· O entendimento sobre negócio
· Preparação dos dados
· Modelagem
· Avaliação
· Implantação 
O processo KDD é interativo e complexo, uma vez que cada fase envolve múltiplas tarefas, e existem numerosas dependências que integram essas fases sustentadas por bases de dados e os respectivos algoritmos de DM.
A descoberta de conhecimento em bases de dados não é um processo trivial de identificação de novas informações, válidas e potencialmente úteis com o objetivo de gerar de forma eficiente resultados que possam ser visualizados e interpretados através da interação homem-máquina (FAYYAD, PIATETSKY-SHAPIRO e PADHRAIC, 1996). Porém, segundo Williams (2012), o método de DM é muito utilizado como uma ferramenta crítica para a coleta de informações relevantes para as instituições bem como na identificação de riscos operacionais. Também salienta-se aqui a aplicação e diálogo com auditorias diversas, inclusive para avaliação de níveis de (CHOI et al., 2017) e mesmo aumentando garantias de prestação de contas.	
Desta forma, é importante que este trabalho analise a robustez desse tipo de abordagem de Data Science com o uso de DM através do software Weka, sendo que esse enfoque busca proporcionar uma maior aproximação do ambiente de gestão a esse enfoque de análise de dados, mas com maior protagonismo do gestor, ou seja, do decisor. Assim, isso proporciona uma estruturação de classificação aplicada ao accountability para avaliar dados com maior confiança e afirmação para melhoria do processo decisório (CHANNUNTAPIPAT, 2018), bem como em reduzir possibilidades de fracassos ou impotências da mesma quando esta estiver integrada com contabilidade e governança (RADCLIFFE, SPENCE e STEIN, 2017).

5. ETAPAS DA PESQUISA
Para operacionalização deste trabalho se apresenta na continuação as etapas de Data Mining que estão relacionadas à técnica de coleta e análise de dados, envolvendo operacionalmente também as 5 etapas (FAYYAD, 1996) mais operacionais relacionadas a: 1) Seleção dos dados, 2) Pré-processamento e limpeza dos dados, 3) Transformação dos dados, 4) Data Mining e 5) Interpretação e avaliação dos resultados.
Para a técnica de Análise de Dados utiliza-se de algoritmos de mineração de dados direcionados para a modelagem em Aprendizagem Supervisionada considerando diferentes etapas (HERNÁNDEZ, RAMÍREZ e FERRI, 2004) como:
1 - Identificação das principais atividades evidenciadas na base de dados de processos tecnológicos. No caso aqui se utilizou de base de dados envolvendo 548 empresas, este desenvolvido desde o ano de 2012.
2 - Direcionamento para classificação seletiva de requisitos de Prestação de Contas em base de dados no Portal da Transparência com realização do processo de KDD com classificação, agrupamento, regras associativas, ou outra considerando aprendizados supervisionados.
Estas etapas podem seguir por caminhos como apresentado em modelo Cross-Industry Standard Process for Data Mining (CRISP-DM), representado na Figura 1. 


 
Figura 1 - Fases do modelo de referência CRISP-DM.

Conforme TURBAN, SHARD, ARONSON, KING (2009, p. 173) “este modelo foi desenvolvido destacando-se as fases de entendimento da necessidade do negócio e preparação de dados como as mais exaustivas”. Chapman et al. (2000) descrevem as seguintes etapas aplicadas à metodologia:
- Requisitos de negócio: Etapa inicial de entendimento dos objetivos e requisitos do projeto a partir da perspectiva de negócio em que obtendo-se esse entendimento pode-se definir problema e plano de atuação.
- Necessidade de dados: Com a coleta de dados é possível então qualificar e obter os primeiros resultados como é a identificação de clusters e mesmo diálogo com formação de hipóteses para resolução de algum problema em que a organização não perceba que esteja ocorrendo.
- Tratamento de dados: Transformação do dado bruto em conjunto final de dados através de modelagem que se classifique e se selecione atributos, realizando “limpeza” dos mesmos e sua transformação. A partir dessa etapa também pode-se realizar Business Intelligence.
- Modelagem: Seleção e aplicação de várias técnicas com ajuste dos parâmetros para otimizar os valores e validá-las em rodadas até que as mesmas sejam adequadas ao problema que se queira solucionar.
- Avaliação: Talvez seja a etapa mais crítica para o gestor e o distanciamento ao técnico de DM pois por vezes o DM pode não estar alinhado como se espera e encontrar obviedades na empresa. Isso pode ocorrer por seleção de técnicas e algoritmos não adequado àquela realidade.
- Implementação: Conversão do conhecimento de tal forma que o decisor possa se apropriar, utilizar, melhorar e no caso desse enfoque, proporcionar à instituição seja pública ou privada, uma melhor prestação de contas. Considera-se aqui também uma interface user friendly e recursos para gerar consultas de maneira dinâmica.

6. RESULTADOS
Nesta investigação operacionalmente se considerou os domínios de Planning and Organization (PO), Acquisition and Implementation (AI), Delivery and Support (DS), mas se centrou esforços de geração de análise diversas como representado pelo output de Weka e com validações em trabalhos subsequentes desta mesma pesquisa.
Foi possível então inicialmente gerar tela de leitura do arquivo em que imediatamente o Weka disponibiliza algumas estatísticas descritivas conforme Figura 2 da continuação.
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Figura 2 - Análise de processos tecnológicos com técnicas de Data Minig.

A Figura 2 apresenta os processos tecnológicos analisados e de imediato as técnicas de mineração de dados como Classificação, Clusterização ou Agrupamento, Associação e Seleção de atributos.
Pode-se também visualizar o que ocorre com a base de dados e estabelecer compreensão de dados outliers em que diversos estudos acabam desconsiderando-os. Em Mineração de dados o que destoa pode apresentar um significado alto em gestão como algum tipo de fraude. Não é o caso aqui pois não foi o foco deste trabalho, mas contribui para averiguar o porquê que certos dados estão se distanciando de por exemplo um agrupamento de dados.
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Figura 3 - Análise de cluster.

Esse tipo de funcionalidade do software pode indicar uma mudança de comportamento esperado com os padrões pré-estabelecidos de clusterização em uma base de dados através de uma visualização. É apresentado na Figura 4 uma forma deste tipo de Agrupamento ou clusterização que o Weka disponibiliza ao usuário, sendo que em sua primeira parte são listados os processos tecnológicos, logo os 6 clusters e finalmente uma consolidação dos mesmos.
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Figura 4 - Exemplo de Clusterização.

A figura 4, anteriormente disponibilizada é uma exemplificação em que posteriormente as análises seriam avaliadas e logo validadas ou não. Já na Figura 5 da continuação pode-se verificar um exemplo de árvore de decisão utilizando-se J48 que é o algoritmo para este tipo de técnica.
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Figura 5 - Exemplo de parte de uma árvore de decisão.

Figura 5 mostra parte de uma árvore de decisão, utilizando-se J48 que é o algoritmo para este tipo de técnica de classificação. O Weka apresenta muitos recursos para realizar a mineração de dados, é didático e com a grande vantagem em ser software de código aberto, ou seja, acessível a todos os usuários. Gradativamente se pretende aproximar mais usuários finais ou gestores do uso destas poderosas técnicas e incorporar os algoritmos de descoberta de conhecimento ao seu dia a dia. O uso dos mesmos exige que de maneira rápida e validada se possa compreender melhor o que dizem os dados nas instituições e assim prestar melhores contas de suas atividades.

7. CONCLUSÕES
Este trabalho de Data Science com Data Mining objetivou aproximar didaticamente gestores e pesquisadores de gestão a esta importante técnica, porém sem perder robustez e ilustrando com uma promoção de governança de TI (MO4) considerando o framework Cobit da reconhecida ISACA. Sendo assim, através de níveis consolidados de maturidade do Cobit, estes estruturados em domínios e processos, respondidos junto a 548 empresas brasileiras, pôde-se simular algumas situações e posicionar para desenvolver uma melhor prestação de contas institucional, seja pública ou privada. 
A análise didática realizada permite aproximar as técnicas de Data Mining ao contexto gerencial. Tem sido possível contribuir para que as empresas entendam como melhorar a prestação de contas, aperfeiçoando uma estrutura de governança tecnológica que reduza as assimetrias de informação e melhore a transparência e a qualidade das informações.
Os avanços nesta linha de pesquisa, através de técnicas de mineração de dados combinadas com árvores de decisão e aprendizado de máquina, nos permitem construir modelos computacionais com uma abordagem matemática para a descoberta de conhecimento para promover a Governança de TI nas empresas. Da mesma forma, essas abordagens contribuem para uma cultura de melhoria dos processos de negócios, considerando de forma mais sistemática os requisitos de auditoria alinhados à governança corporativa e aos processos de TI nas empresas.
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